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主要内容 
•  移动大数据概述 � 

– 移动互联网和大数据 � 
– 移动大数据应用需求 � 
– 移动大数据特点和挑战 � 

•  案例分析 � - � 移动广告大数据分析 � 
– 移动广告平台架构 � 
– 用户UV统计 � 
– 移动广告CTR预估 � 
– 用户标签属性分类 � 



移动互联网和大数据 
•  移动互联网将成为大数据应用的主战场 

– 移动大数据核心载体 
• 智能设备普及 �  

– 高宽带引流大数据 
• 手机使用3G和Wifi接入互联网 

– 移动大数据聚集地 
•  Android和iOS成为主流OS    

– 移动大数据源头和关键节点 
• 移动互联网入口：搜索，移动浏览器，移动应用/
商店，移动广告 

• 海量的移动应⽤用，对深⼊入分析的需求更强 



移动互联网和大数据 
•  大数据分析的用途 

– 增强移动用户体验 
– 移动应用差异化，平台个性化 
– 数据驱动的移动应用运营推广 
– 移动设备上的精准营销 � 

•  与传统互联网的区别 
– 总是在线 
– 无处不在 
– 碎片化 
– 个性化 
– 社交化 



移动大数据分析 
•  移动大数据的特点 

– 数据的核心节点是人而不再是终端、网页或ID 
– 数据量更大，维度更高，种类更多更复杂 
– 更多个性化属性和上下文信息 

• 如用户地理位置，设备属性 
– 不受限于浏览器Cookie，数据更稳定长久和准确 
– 用户行为数据更碎片化，更实时性 



移动大数据分析分析 
•  移动大数据分析的挑战 

– 数据采集质量 
• 采集数据延迟及数据补偿 
• 数据噪音和稀疏性更强 

– 用户时空行为模式的挖掘和利用 
• 上下文情境数据更丰富 

– 跨应用跨平台跨设备多维数据分析 
• 多维数据的交叉利用与用户隐私 � 
• 用户全局数据打通 

– 大数据实时处理与深入分析 �  



案例分析 - 移动广告大数据分析 
•  目标 

– 匹配用户和广告，实现移动应用上的广告精准投放 
– 精准性、互动性、位置性、长尾性 

•  分析内容 
– 广告点击率预估 
– 用户属性标签分类和行为分析 
– 应用和广告分类 
– 广告反作弊分析 

•  相关公司 
– Google AdMob，Inmobi，Millennial，WHERE 
– 艾德尔，艾德思奇，多盟，力美，安沃，威朋 



案例分析 - 移动广告大数据分析 
•  数据规模 � 

– AdMob 
•  覆盖30万应用，3.5亿移动设备，100万个广告主 
•  每天40亿广告请求量 
•  每天3TB数据，总数据规模为PB级别 

– 国内Top广告平台 
•  覆盖4万应用，1.2亿移动设备，500家广告主 
•  日PV3.6亿，月广告展示数100亿 
•  每天100G，数据规模TB级 

•  分析方法 � 
– 实时统计分析：count, sum, unique visit 
– 并行数据挖掘：分类，聚类，CTR预估，Topic 

Model，频繁模式挖掘，时序分析 



   一、移动广告平台架构 



大数据关键技术及对比 � 
•  关键技术 

– 大规模并行数据库 
– NoSQL/NewSQL 
– 并行处理引擎（Hadoop MapReduce） 
– 流式计算（Storm，Spark） 
– 并行数据挖掘和机器学习 
– 分布式存储/文件系统 
– 云计算基础架构 



MapReduce vs 并行数据库 

特征 �  并行数据库 �  MapReduce � 

模式支持（scheme） �  有 �  无 � 

索引 �  有 无 � 

编程模型 �  Declarative 
声明性（SQL） � 

Imperative 
(C/C++, Java, …) 

可以通过Hive和Pig扩展 � 
查询优化 �  有 �  无 

灵活性 �  无 �  有 

容错 �  粗粒度 �  细粒度 

可扩展性 �  上百个节点 �  上千个节点 

•  应用于不同的场景，互为补充 



NoSQL vs SQL 
•  NoSQL 

–  高可扩展性和弹性, 灵活数据模型, 强容错, 高可用性（牺牲
ACID，单记录事务和最终一致性） 

–  适用于海量数据定制化存储，高吞吐查询（如全属性选择应用） 
•  SQL 

–  强大的语义表达及关系表达, 查询处理和优化，ACID, 强一致性 
–  扩展性和灵活性差，用于高性能查询和复杂分析 



Spark vs Hadoop MapReduce 
•  并行流计算框架Spark 

– 快速流处理，类似MapReduce的并行计算引擎 
•  与Hadoop的存储API兼容 � (HDFS, S3, SequenceFile) 
•  比Hadoop MapReduce快100倍，即使对于磁盘数据也要快

2-10倍 
– 高性能的主内存抽象，通用的执行图，支持快速迭代
类查询 

•  Spark的In-memory RDD caching，将数据缓存在各个
worker的cache中无需IO 

•  Hadoop每次迭代需要IO读写HDFS，迭代之间的数据没有
shared buffer进行共享 

–  Spark上的SQL查询：Shark= Spark+Hive 



并行数据挖掘和机器学习 � 

•  海量数据装载和处理 
–  ETL代价大：海量 + 实时性，非结构化数据转换 
– 索引和检索代价大，特别是多维数据 

•  数据质量和挖掘效率 
– 大数据导致更低的数据质量和挖掘结果质量 
– 更慢的查询响应时间 
– 数据丢失问题 

•  特征工程 
– 人工特征和自动组合特征 
– 特征选择和特征构造 



并行数据挖掘和机器学习 � 

•  并行机器学习的计算模型 
– 统计查询模型：Hadoop MapReduce （Mahout） 
– 图模型：Google Gregel，GraphLab 
– 定制模型处理迭代：HaLoop，Spark，Naiad 

•  高可扩展，可并行和分布式算法 

mapper

model

reducer

(sufficient) statistics

data



移动广告平台架构 
•  大数据平台 � 

– 实时计算和传输：流处理 
•  Twitter Storm, Linkedin Kafka 

– 并行处理和离线分析：Hadoop 
•  Hadoop MapReduce  
•  Hadoop Hive 

– 高性能大数据存取：NoSQL 
•  Hadoop HBase 
•  Redis 缓存 
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日志数据 
（展示，点击） � 

基础数据 
（广告，应用，用户） � 

外部数据 
（注册，付费） � 

日志收集 
（Scribe） � 

消息队列 
（Kestrel ） � 

实时传输 
（Kafka） � 

Hadoop离线计算 
 
 
 
 
 
 � 

Map Reduce � 

HDFS � 

Hbase � 
Hive � 

实时计算平台 
 
 
 
 � 

Storm �  MPI � 

SQL / NoSQL 
 
 
 
 � 

Green
plum � 

Mongo
DB � 

数据挖掘 
（受众定向、应用分类） � 

OLAP分析 
（业务统计，BI报表） � 

实时推荐 
（广告匹配） 

Mahout R 

调 
 
度 
 
监 
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Redis � 
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前端接入 

SDK 

SDK 

SDK 

反向代理 
Nginx 

负载均衡 
LVS 

实时采集和计算 离线计算和分析 
BI和数据仓库 

实时计算 
Storm � 

消息队列 
Kestrel HDFS � 

离线计算 
Map Reduce � 

Mahout � R � 

日志采集 
Scribe 

缓存 Redis 

Pig �  Hive � 

Greenplum � 

Oozie �  报表 � 

OLAP � 

算法容器 
 
 
 
 

算法 
A � 

算法 � 
B 

算法 � 
N � 

算法 � 
C 

受众定向平台 

点击建模 � 

用户分类 � 

应用分类 � 

广告投放平台 

广告检索 � 

广告排序 � 

媒体结算平台 

反作弊 � 

统计结算 �  效果评估 � 

 
 
广告，用户，应用库 
 
 
 
 
 

MySQL �  MySQL � MySQL � 

应用服务器 
Jetty 

缓存 Redis 

实时传输 
Kafka 

Hbase � 



移动广告平台架构 
•  主要问题 

– 移动前端数据收集与清理 
•  数据上传延迟 
•  设备标识与匹配 

– 后台日志存储与处理 
•  海量存储，高容错和负载均衡 
•  实时传输和处理 

•  解决方案 
– 前端数据收集补偿策略 
– 日志存储与处理 

•  第一阶段：Kestrel + Scribe 
•  第二阶段：Kafka + HDFS 



   二、移动用户UV统计 



移动用户UV统计 

•  目标 � 
– 统计移动广告的唯一访问用户数，即广告日志
数据集中根据用户设备ID去重统计 � 

– 基本方法：排序去重，位图，抽样 � 
•  主要问题 � 

– 访问量逐渐增加，百万级到千万级到亿级 � 
– UV计算对内存占用越来越大 � 
– 实时性要求越来越高，小时->分钟->秒 � 



移动用户UV统计 

•  解决方案及演化 � 
– 单击Java统计程序 � 

•  JVM � Map优化：日志45G，内存占用7.5G减少到3.5G � 
– Hadoop � MapReduce统计 � 

•  Cascading统计及优化：日志大于160G，存储在
Hadoop � 集群，基于MapReduce排序和并行计算 � 

– 基数估计近似UV � 
•  Loglog概率估计算法：使用少于1k的内存空间，结果
为4%的平均误差 



LogLog概率估计算法 

•  基本思想 � 
– 对于随机均匀分布的数据集，找出其最小的数字，则
基数估计为数值上限除以最小数 � 

– 可通过哈希函数将数据集随机化，计算每一个元素的
二进制表示的0前缀，找出最长的0前缀的长度k，则
基数为2^k � 

– 提高准确度：多个分桶（m）随机平均，误差为1.3/m � 

•  算法过程 � 
– 对每个数随机Hash为32位的二进制数，前10位表示
不同桶的个数（共1024个桶），对每个桶剩下的2
2位，计算0前缀的长度ki，对所有桶的ki求平均值k � 



   二、移动广告CTR预估 



移动广告CTR预估 
•  目标：找出用户和广告之间的最佳匹配 
•  主要思想 

–  给定一个用户和打开的APP，实时计算和预测每个广告的转
换率（点击率CTR），找出点击率最大的广告 

•  方法 
–  朴素贝叶斯 
–  逻辑回归 

•  特征 
–  用户属性、应用属性和广告属性 
–  组合特征，动态特征 

•  实现 � 
–  离线学习：Hadoop MapReduce 数据预处理和特征提取  
                 Pig + R （RHadoop）模型训练 �  
–  在线预测：实时分布式计算 (e.g., Redis) 



移动广告CTR预估 
•  主要问题 

– 数据稀疏性和倾斜性 
•  展示-点击数据稀疏带来模型训练过程的抖动，无法收敛 

– 特征选择和生成 
•  文本信息少，可选特征不足，上下文特征影响大 

– 基于MapReduce的预测模型设计与实现 
•  海量、高维数据下的算法并行实现 



移动广告CTR预估 
•  解决方案 

– 数据压缩和特征聚类解决稀疏性 
•  数据和特征两个维度上的同时压缩 

– 特征工程，重点关注移动位置等上下文特征 
•  地点、区域跟广告点击及转换的关系更强 

– 基于矩阵分解的逻辑回归模型 � 
•  BFGS算法快速迭代和并行 



   四、用户标签属性分类 



用户属性标签分类 
•  主要问题 � 

– 用户相似度计算效率 � 
•  User-Feature矩阵稀疏 � 
•  热点数据 � 

– 半监督学习的图传播算法 � 
•  标签样本数据很少 � 

•  解决方案 � 
– 海量相似度计算优化 � 

•  User-Feature矩阵转置利用数据稀疏性 
•  Greedy算法切分输入，实现负载均衡 
•  Stripe算法优化IO吞吐 
•  MirrorMark算法消除热点数据 � 

–  GraphLab/GraphChi � 并行图处理框架 � 

　 �  F1� F2� F3� F4�

U1� 1� 1　 �  　 � 
U2� 1� 　 �  　 �  1�



对用户特征矩阵进行转置 � 

　 �  F1� F2� F3� F4� F5� F6� F7� F8� F9� F10� 　 �  　 �  　 �  　 �  　 �  　 �  U1� U2� U3� U4� U5�

U1� 0.2� 　 �  　 �  0.1� 　 �  　 �  0.3� 　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  F1� 0.2� 0.1　 � 　 �  　 � 

U2� 0.1� 　 �  　 �  0.9� 　 �  　 �  　 �  0.4� 0.6� 0.1� 　 �  　 �  　 �  　 �  　 �  F2� 0.3　 � 　 �  　 � 

U3� 　 �  0.3� 　 �  　 �  　 �  　 �  　 �  　 �  　 �  0.1� 　 �  　 �  　 �  　 �  　 �  F3� 　 �  　 �  　 �  　 � 

U4� 　 �  　 �  　 �  　 �  0.6� 　 �  　 �  　 �  0.6� 　 �  　 �  　 �  　 �  　 �  　 �  F4� 0.1 �  0.9　 � 　 �  　 � 

U5� 　 �  　 �  　 �  　 �  　 �  0.3� 　 �  0.1� 　 �  　 �  　 �  　 �  　 �  　 �  　 �  F5� 　 �  　 �  　 �  0.6　 � 　 � 

　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  F6� 　 �  　 �  0.3　 � 

U = User� 　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  F7� 0.3� 　 �  　 �  　 � 

F = Feature� 　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  F8� 0.4　 �  　 �  　 �  0.1　 � 

　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  F9� 　 �  0.6� 　 �  0.6� 　 � 

　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  　 �  F10� 　 �  0.1� 0.1　 � 　 � U –> UT�

Skip Sparse Feature�



优化：利用Stripe算法优化IO吞吐量 � 

Adjacent list as output�

Remove Calculation to Reducer�

class Mapper 
  �  �  � method Map(Feature, User List of Feature)  
  �  �  �  �  �  �  � for every possible <user pair> do{  
   Emit(<user pair>, <feature value>) ; 

 Emit(<user>, <user feature value>List) ; 
 } 

 
class Reducer 
  method Reduce(<user>, <user feature value>List)  
    for all collected <feature value> in <user feature value>List do{ 
           similarity + = <feature value>; 
          } 
    Emit(<user pair>, similarity ) ; 
 � 



优化：利用贪婪算法(Greedy)切分负载 � 

Machine 1 Machine 2 Machine … Machine N 

2. Greedy Splitter�

– …�
– …�

3. Current Min Loaded�

1. Incoming Loads�

Load = N * (N-1) /2 
N = Input Length �



优化：应用Mirror Mark方法消除热点 - Mirror � 

Machine 1 Machine 2 Machine … Machine N 

2. Mirror & Mark�

– …�
– …�

1. Big One Coming� =� +� +�



优化：应用Mirror Mark方法消除热点 - MarkCopy � 

Machine 1 Machine 2 Machine … Machine N 

2. Mirror & Mark�

– …�
– …�

1. Big One Coming� =� +� +�

3. Multiplied Loaded�



用户属性标签分类 

优化方法 � 
Time � Escaped � (hour) � 

Map �  Reduce �  Total � 
Feature � Transfer �  40+ �  3 �  43 � 
Greedy � file � split �  30 �  3 �  33 � 

Stripe �  18 �  3 �  21 � 
Mirror � Mark �  1+ �  3 �  4+ � 

•  用户相似度计算优化实验结果 � 

 
–  实验数据：200万用户，2千多应用特征，2.8TB � KV输出 � 
–  Hadoop集群：16 � * � (8 � Cores, � 32GB � MEM) � Data � Node � 

•  基于GraphChi的图传播算法实验结果：607.1秒 � 
–  图大小（10万顶点，6.5亿边），执行线程数：8，Seeds比例：5%，

Shard分区：3 
–  单机（2G HZ 8 Cores，24G Mem，16G Disk） 



总结 
•  大数据 + 移动互联网 = 新应用，新挑战 
•  新应用：移动广告平台精准投放 

– 移动前端数据采集 
– 后台日志存储与分析 
– 广告CTR预估 
– 用户标签属性分类 
– 广告反作弊分析 

•  新挑战：移动数据特征 
– 更多维 
– 更实时 
– 更异构 



陈继东�
邮件：chenjd@gmail.com�
微博: @大数据皮东�
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