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深度学习简介

深度学习

深度学习是由在计算机上模拟人类神经回路的“神经元网络”技术发

展而来。

神经元网络是在计算机上把虚拟的神经元排列成层状，模拟真正的神

经细胞之间的电信号。借此实现大脑从各式各样的数据中提取本质概

念的功能。

人工神经网络通过模拟生物神经网络（大脑）的结构和功能，由大量

的节点（或称“神经元”，或“单元”）和之间相互联接构成，可以用

来对数据之间的复杂关系进行建模。

所谓“深度”是指网络层数大于 1。通常是把神经元“深化”到4-9

层，实现接近于大脑的性能。
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深度学习简介

深度学习革命

语音识别：可以使得词错误率从 1

4
下降到 1

8

计算机视觉：目标识别、图像分类等

自然语言处理：分布式表示、机器翻译、问题回答等

Deep Blue

Deep QA

Deep Learning
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深度学习简介

深度学习革命-祖母细胞 [Le et al., 2012]

在谷歌的研究之中，参数约为 10亿个，数量相当庞大。该公司向如此巨大

的网络输入了从 1000万个YouTube视频中截取的图像。通过1.6万个CPU

（中央运算处理装置）并用的大规模计算，耗费1周时间实施了训练。
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深度学习简介

深度学习历史

1958年 Rosenblatt 感知器

1969年 Minsky XOR

1986年 Hinton、LeCun 人工神经网络（BP算法）

1998年 LeCun 卷积神经网络

2006年 Hinton 深度网络
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深度学习简介

学术机构

Toronto大学 Hinton 75年Edinburgh大学博士

NYU Lecun (Now Facebook) 87年 Hinton 博士后

Montreal大学 Bengio 91年 M. Jordan博士后

Stanford大学 Ng (Now Baidu) 03年 UC Berkeley大学 M. Jordan博士

IDSIA Jürgen Schmidhuber
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深度学习简介

公司

Google (DeepMind, Hinton)

Microsoft

Facebook (Lecun)

Baidu (Andrew Ng)
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深度学习简介

深度学习难点

参数过多，影响训练

非凸优化问题：即存在局部最优而非全局最优解，影响迭代

下层参数比较难调

参数解释起来比较困难

需求

计算资源要大

数据要多

算法效率要好：即收敛快
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背景知识

大纲

1 深度学习简介

2 背景知识

数学基础

机器学习简介

感知器

3 人工神经网络与深度学习

前馈神经网络

卷积神经网络

循环神经网络

4 最新进展
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背景知识 数学基础

向量

在线性代数中，标量（Scalar）是一个实数，而向量（Vector）是指 n个实

数组成的有序数组，称为n维向量。如果没有特别说明，一个n维向量一般

表示列向量，即大小为 n � 1 的矩阵。

a =


a1

a2
...

an

 ; (1)

向量符号一般用黑体小写字母 a;b; c，或小写希腊字母�; �; 
等来表示。
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背景知识 数学基础

向量的模和范数

向量 a的模 kak为

kak =
√√√√ n∑

i=1

a2i : (2)

在线性代数中，范数（norm）是一个表示“长度”概念的函数，为向量空

间内的所有向量赋予非零的正长度或大小。对于一个n维的向量 x，其常见

的范数有：

L1范数：

jxj1 =
n∑

i=1

jxi j: (3)

L2范数：

kxk2 =
√√√√ n∑

i=1

x2i =
p
xTx: (4)
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背景知识 数学基础

常见的向量

全 1向量指所有值为 1的向量。用1n表示，n表示向量的维数。

1K = [1; � � � ; 1]>K�1是K维的全 1向量。

one-hot向量表示一个 n维向量，其中只有一维为1，其余元素都为0。在

数字电路中，one-hot是一种状态编码，指对任意给定的状态，状态寄存器

中只有 l位为 1，其余位都为0。

邱锡鹏 (复旦大学) 《神经网络与深度学习》 2015年 12月26-27日，北京 13 / 143



.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

背景知识 数学基础

矩阵

一个大小为m� n的矩阵（Matrix）是一个由m行n列元素排列成的矩形阵

列。矩阵里的元素可以是数字、符号或数学式。这里，矩阵我们一般默认

指数字矩阵。

一个 n维向量可以看作是 n � 1的矩阵。
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背景知识 数学基础

矩阵的基本运算

如果A和B都为m � n的矩阵，则A和B的加减为

(A+ B)ij = Aij + Bij ; (5)

(A� B)ij = Aij � Bij : (6)

A和B的点乘A� B 2 Rm�n为

(A� B)ij = AijBij : (7)

一个标量 c与矩阵A乘积为

(cA)ij = cAij : (8)

若A是m � p矩阵和B是 p � n矩阵，则乘积AB是一个m � n的矩阵

(AB)ij =

p∑
k=1

AikBkj (9)
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背景知识 数学基础

矩阵的基本运算

m � n矩阵A的转置（Transposition）是一个 n �m 的矩阵，记为A>，A>

第 i行第 j列的元素是原矩阵A第 j行第 i列的元素，

(A>)ij = Aji : (10)

矩阵的向量化是将矩阵表示为一个列向量。这里，vec是向量化算子。设

A = [aij ]m�n，则

vec(A) = [a11; a21; � � � ; am1; a12; a22; � � � ; am2; � � � ; a1n; a2n; � � � ; amn]
>:
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背景知识 数学基础

常见的矩阵

对称矩阵指其转置等于自己的矩阵，即满足A = A>。

对角矩阵（Diagonal Matrix）是一个主对角线之外的元素皆为0的矩阵。对

角线上的元素可以为 0或其他值。一个 n � n 的对角矩阵矩阵A满足：

Aij = 0 if i 6= j 8i ; j 2 f1; � � � ; ng (11)

对角矩阵A也可以记为diag(a)，a为一个 n维向量，并满足

Aii = ai : (12)

n � n的对角矩阵矩阵A = diag(a)和 n维向量b的乘积为一个 n维向量

Ab = diag(a)b = a� b; (13)

其中�表示点乘，即 (a� b)i = aibi。
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背景知识 数学基础

常见的矩阵

单位矩阵是一种特殊的的对角矩阵，其主对角线元素为 1，其余元素为0。

n阶单位矩阵 In，是一个 n � n的方形矩阵。可以记为 In = diag(1; 1; :::; 1)。

一个矩阵和单位矩阵的乘积等于其本身。

AI = IA = A (14)
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背景知识 数学基础

导数

对于定义域和值域都是实数域的函数 y = f (x);。若 f (x)在点 x0的某个邻

域�x内，极限

f 0(x0) = lim
�x!0

f (x0 + �x)� f (x0)

�x
(15)

存在，则称函数 y = f (x)在点 x0处可导，并导数为 f 0(x0)。

若函数 f (x)在其定义域包含的某区间内每一个点都可导，那么也可以说函

数 f (x)在这个区间内可导。这样，我们可以定义函数 f 0(x)为函数 f (x)的

导函数，通常也成为导数。

函数 f (x)的导数 f 0(x)也可记作rx f (x)，
@f (x)
@x
或 @

@x
f (x)。
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背景知识 数学基础

向量导数

对于一个 p维向量 x 2 Rp，函数 y = f (x) = f (x1; � � � ; xp) 2 R，则 y关于 x

的导数为

@f (x)

@x
=


@f (x)
@x1
...

@f (x)
@xp

 2 Rp: (16)

对于一个 p维向量 x 2 Rp，函数 y = f (x) = f (x1; � � � ; xp) 2 Rq，则 y关于 x

的导数为

@f (x)

@x
=


@f1(x)
@x1

� � � @fq(x)

@x1
...

...
...

@f1(x)
@xp

� � � @fq(x)
@xp

 2 Rp�q: (17)
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背景知识 数学基础

导数法则

加（减）法则

y = f (x),z = g(x)则

@(y + z)

@x
=

@y

@x
+

@z

@x
(18)
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背景知识 数学基础

导数法则

乘法法则

（1）若 x 2 Rp，y = f (x) 2 Rq，z = g(x) 2 Rq，则

@y>z

@x
=

@y

@x
z+

@z

@x
y (19)

（2）若 x 2 Rp，y = f (x) 2 Rs，z = g(x) 2 Rt，A 2 Rs�t和 x无关，则

@y>Az

@x
=

@y

@x
Az+

@z

@x
A>y (20)

（3）若 x 2 Rp，y = f (x) 2 R，z = g(x) 2 Rp，则

@yz

@x
= y

@z

@x
+

@y

@x
z> (21)
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背景知识 数学基础

导数法则

链式法则

（1）若 x 2 Rp，y = g(x) 2 Rs，z = f (y) 2 Rt，则

@z

@x
=

@y

@x
� @z
@y

(22)

（2）若X 2 Rp�q为矩阵，Y = g(X ) 2 Rs�t，z = f (Y ) 2 R，
@z

@Xij

= tr

(
(
@z

@Y
)>

@Y

@Xij

)
(23)

（3）若X 2 Rp�q为矩阵，y = g(X ) 2 Rs，z = f (y) 2 R，则
@z

@Xij

= (
@z

@y
)>

@y

@Xij

(24)
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背景知识 数学基础

常用函数及其导数

指示函数

指示函数 I (x = c)为

I (x = c) ==

{
1 if x = c ;

0 else 0:
(25)

指示函数 I (x = c)除了在 c外，其导数为0。

多项式函数

如果 f (x) = x r，其中 r是非零实数，那么导数

@x r

@x
= rx r�1: (26)

当 r = 0时，常函数的导数是0。
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背景知识 数学基础

常用函数及其导数

指数函数 exp(x) = ex

@ exp(x)

@x
= exp(x): (27)

对数函数 log(x)
@ log(x)

@x
=

1

x
: (28)
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背景知识 数学基础

向量函数及其导数

@x

@x
= I ; (29)

@Ax

@x
= A>; (30)

@x>A

@x
= A (31)
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背景知识 数学基础

按位计算的向量函数及其导数

我们定义 x = [x1; � � � ; xK ]>，z = [z1; � � � ; zK ]>，

z = f (x); (32)

其中，f (x)是按位运算的，即 (f (x))i = f (xi)。

如果 f (x)的导数记为 f 0(x)。当这个函数的输入为K维向量

x = [x1; � � � ; xK ]>时，其导数为一个对角矩阵。

@f (x)

@x
= [

@f (xj)

@xi
]K�K =


f 0(x1) 0 � � � 0

0 f 0(x2) � � � 0
...

...
...

...

0 0 � � � f 0(xK )

 (33)

= diag(f 0(x)): (34)
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背景知识 数学基础

logistic函数

logistic函数经常用来将一个实数空间的数映射到 (0; 1)区间，记为�(x)

�(x) =
1

1+ e�x
: (35)

其导数为

�0(x) = �(x)(1� �(x)) (36)

(37)

当输入为K维向量 x = [x1; � � � ; xK ]>时，其导数为

�0(x) = diag
(
�(x)� (1� �(x))

)
: (38)
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背景知识 数学基础

softmax函数

softmax函数是将多个标量映射为一个概率分布。

对于K个标量 x1; � � � ; xK，softmax函数定义为

zk = softmax(xk) =
exp(xk)∑K
i=1 exp(xi)

; (39)

这样，我们可以将K个变量 x1; � � � ; xK转换为一个分布：z1; � � � ; zK，满足

zk 2 [0; 1]; 8k ;
K∑
i=1

zk = 1: (40)
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背景知识 数学基础

softmax函数

当 softmax函数的输入为K维向量 x时，

ẑ = softmax(x) (41)

=
1∑K

k=1 exp(xk)


exp(x1)

...

exp(xK )


=

exp(x)∑K
k=1 exp(xk)

=
exp(x)

1>K exp(x)
; (42)

其中，1K = [1; � � � ; 1]K�1是K维的全 1向量。
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背景知识 数学基础

softmax函数

其导数为

@ softmax(x)

@x
=

@
(

exp(x)

1>
K
exp(x)

)
@x

=
1

1K exp(x)

@ exp(x)

@x
+

@
(

1

1>
K
exp(x)

)
@x

(exp(x))>

=
diag (exp(x))

1K exp(x)
�
(

1

(1>K exp(x))2

)
@
(
1>K exp(x)

)
@x

(exp(x))>

=
diag (exp(x))

1K exp(x)
�
(

1

(1>K exp(x))2

)
diag (exp(x)) 1K (exp(x))>

=
diag (exp(x))

1K exp(x)
�
(

1

(1>K exp(x))2

)
exp(x) (exp(x))>

(43)
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背景知识 数学基础

softmax函数

= diag

(
exp(x)

1K exp(x)

)
� exp(x)

1>K exp(x))
� (exp(x))

>

1>K exp(x))

= diag (softmax(x))� softmax(x) softmax(x)>; (44)

其中，diag (exp(x)) 1K = exp(x)。
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背景知识 机器学习简介

机器学习

机器学习主要是研究如何使计算机从给定的数据中学习规律，即从观测数

据（样本）中寻找规律，并利用学习到的规律（模型）对未知或无法观测

的数据进行预测。目前，主流的机器学习算法是基于统计的方法，也叫统

计机器学习。

模型输入 x 输出 y

学习算法训练样本 (x ; y)
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背景知识 机器学习简介

机器学习

狭义地讲，机器学习是给定一些训练样本 (xi ; yi); 1 � i � N （其中 xi是输

入，yi是需要预测的目标），让计算机自动寻找一个决策函数 f (�)来建立 x

和 y之间的关系。

ŷ = f (ϕ(x); �); (45)

这里，ŷ是模型输出，�为决策函数的参数，ϕ(x)表示样本 x对应的特征表

示。因为 x不一定都是数值型的输入，因此需要通过ϕ(x)将 x转换为数值

型的输入。如果我们假设 x是已经处理好的标量或向量，公式45也可以直

接写为

ŷ = f (x ; �): (46)
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背景知识 机器学习简介

损失函数

我们还要建立一些准则来衡量决策函数的好坏。在很多机器学习算法中，

一般是定义一个损失函数L(y ; f (x ; �))，然后在所有的训练样本上来评价决

策函数的风险。

R(�) =
1

N

N∑
i=1

L(y (i); f (x (i); �)): (47)

这里，风险函数R(�)是在已知的训练样本（经验数据）上计算得来的，因

此被称之为经验风险。用对参数求经验风险来逐渐逼近理想的期望风险的

最小值，就是我们常说的经验风险最小化原则（Empirical Risk

Minimization）。这样，我们的目标就是变成了找到一个参数 ��使得经验风

险最小。

�� = argmin
�

R(�): (48)
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背景知识 机器学习简介

过拟合

因为用来训练的样本往往是真实数据的一个很小的子集或者包含一定的噪

声数据，不能很好地反映全部数据的真实分布。

经验风险最小化原则很容易导致模型在训练集上错误率很低，但是在未知

数据上错误率很高。这就是所谓的过拟合。过拟合问题往往是由于训练数

据少和噪声等原因造成的。

和过拟合相对应的一个概念是泛化错误。
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背景知识 机器学习简介

结构风险最小化原则

为了解决过拟合问题，一般在经验风险最小化的原则上上加参数的正则化

（Regularization），也叫结构风险最小化原则（Structure Risk Minimization）。

�� = argmin
�

R(�) + �k�k22 (49)

= argmin
�

1

N

N∑
i=1

L(y (i); f (x (i); �)) + �k�k2: (50)

这里，k�k2是L2范数的正则化项，用来减少参数空间，避免过拟合。�用

来控制正则化的强度。

正则化项也可以使用其它函数，比如L1范数。L1范数的引入通常会使得参

数有一定稀疏性，因此在很多算法中也经常使用。在Bayes估计的角度来

讲，正则化是假设了参数的先验分布，不完全依赖训练数据。
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背景知识 机器学习简介

损失函数

给定一个实例 (x ; y)，真实目标是 y，机器学习模型的预测为 f (x ; �)。如果

预测错误时（f (x ; �) 6= y），我们需要定义一个度量函数来定量地计算错误

的程度。常见的损失函数有如下几类：

0-1损失函数 0-1损失函数（0-1 loss function）是

L(y ; f (x ; �)) =

{
1 if y = f (x ; �)

0 if y 6= f (x ; �)
(51)

= I (y 6= f (x ; �)); (52)

这里 I是指示函数。

平方损失函数 平方损失函数（quadratic loss function）是

L(y ; ŷ) = (y � f (x ; �))2 (53)
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背景知识 机器学习简介

损失函数

交叉熵损失函数 对于分类问题，预测目标 y为离散的类别，模型输出

f (x ; �)为每个类的条件概率。

假设 y 2 f1; � � �Cg，模型预测的第 i个类的条件概率P(y = i jx) = fi(x ; �)，

则 f (x ; �)满足

fi(x ; �) 2 [0; 1];
C∑
i=1

fi(x ; �) = 1 (54)

fy (x ; �)可以看作真实类别 y的似然函数。参数可以直接用最大似然估计来

优化。考虑到计算问题，我们经常使用最小化负对数似然，也就是负对数

似然损失函数（Negative Log Likelihood function）。

L(y ; f (x ; �)) = � log fy (x ; �): (55)
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背景知识 机器学习简介

损失函数

如果我们用 one-hot向量 y来表示目标类别 c，其中只有 yc = 1，其余的向

量元素都为 0。

负对数似然函数也可以写为：

L(y ; f (x ; �)) = �
C∑
i=1

yi log fi(x ; �): (56)

yi也也可以看成是真实类别的分布，这样公式56恰好是交叉熵的形式。因

此，负对数似然损失函数也常叫做交叉熵损失函数（Cross Entropy Loss

function）。
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背景知识 机器学习简介

损失函数

Hinge损失函数 对于两类分类问题，假设 y和 f (x ; �)的取值为 f�1;+1g。
Hinge损失函数（Hinge Loss Function）的定义如下：

L(y ; f (x ; �)) = max (0; 1� yf (x ; �)) (57)

= j1� yf (x ; �)j+: (58)
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背景知识 机器学习简介

机器学习算法类型：有监督学习

有监督学习是利用一组已知输入 x和输出 y的数据来学习模型的参数，使

得模型预测的输出标记和真实标记尽可能的一致。有监督学习根据输出类

型又可以分为回归和分类两类。

回归（Regression） 如果输出 y是连续值（实数或连续整数），f (x)的输出

也是连续值。这种类型的问题就是回归问题。对于所有已知

或未知的 (x ; y)，使得 f (x ; �)和 y尽可能地一致。损失函数通

常定义为平方误差。

分类（Classi�cation） 如果输出 y是离散的类别标记（符号），就是分类问

题。损失函数有一般用 0-1 损失函数或负对数似然函数等。

在分类问题中，通过学习得到的决策函数 f (x ; �)也叫分类器。
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背景知识 机器学习简介

机器学习算法的类型：无监督学习

无监督学习（Unsupervised Learning） 无监督学习是用来学习的数据不包

含输出目标，需要学习算法自动学习到一些有价值的信息。

一个典型的无监督学习问题就是㚐类（Clustering）。

增强学习（Reinforcement Learning） 增强学习也叫强化学习，强调如何

基于环境做出一系列的动作，以取得最大化的累积收益。每

做出一个动作，并不一定立刻得到收益。增强学习和有监督

学习的不同在于增强学习不需要显式地以输入/输出对的方式

给出训练样本，是一种在线的学习机制。
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背景知识 机器学习简介

参数估计

在机器学习问题中，我们需要学习到参数 �，使得风险函数最小化。

�� = argmin
�

R(�t) (59)

= argmin
�

1

N

N∑
i=1

L(y (i); f (x (i); �)): (60)

如果用梯度下降法进行参数学习，

at+1 = at � �
@R(�)
@�t

(61)

= at � �
N∑
i=1

@R(�t ; x (i); y (i))
@�

; (62)

搜索步长�在机器学习中也叫作学习率（Learning Rate）。
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背景知识 机器学习简介

梯度下降法

梯度下降是求得所有样本上的风险函数最小值，叫做批量梯度下降法。若

样本个数N很大，输入 x的维数也很大时，那么批量梯度下降法每次迭代

要处理所有的样本，效率会较低。为此，有一种改进的方法即随机梯度下

降法。

随机梯度下降法（Stochastic Gradient Descent，SGD）也叫增量梯度下降，

每个样本都进行更新

at+1 = at � �
@R(�t ; x (t); y (t))

@�
; (63)

x (t); y (t)是第 t次迭代选取的样本。
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背景知识 机器学习简介

Early-Stop

在梯度下降训练的过程中，由于过拟合的原因，在训练样本上收敛的参数，

并不一定在测试集上最优。因此，我们使用一个验证集（Validation

Dataset）（也叫开发集（Development Dataset））来测试每一次迭代的参数

在验证集上是否最优。如果在验证集上的错误率不再下降，就停止迭代。

这种策略叫Early-Stop。如果没有验证集，可以在训练集上进行交叉验证。
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背景知识 机器学习简介

学习率设置：动量法

动量法（Momentum Method）[Rumelhart et al., 1988]对当前迭代的更新

中加入上一次迭代的更新。我们记r�t = �t � �t�1。在第 t迭代时，

�t = �t�1 + (�r�t � �gt); (64)

其中，�为动量因子，通常设为0.9。这样，在迭代初期，使用前一次的梯

度进行加速。在迭代后期的收敛值附近，因为两次更新方向基本相反，增

加稳定性。
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背景知识 机器学习简介

学习率设置：AdaGrad

AdaGrad（Adaptive Gradient）算法 [Duchi et al., 2011]是借鉴L2正则化的

思想。在第 t迭代时，

�t = �t�1 � �√∑t
�=1 g

2
�

gt ; (65)

其中，�是初始的学习率，g� 2 Rj�j是第 �次迭代时的梯度。

随着迭代次数的增加，梯度逐渐缩小。
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背景知识 机器学习简介

学习率设置：AdaDelta

AdaDelta算法 [Zeiler, 2012]用指数衰减的移动平均来累积历史的梯度信息。

第 t次迭代的梯度的期望 E(g2)t为：

E(g2)t = �E(g2)t�1 + (1� �)g2t ; (66)

其中，�是衰减常数。

本次迭代的更新为

r�t = �
√
E(r�2)t�1 + �√
E(g2)t + �

gt (67)

其中，E(r�2)t为前一次迭代时r�2的移动平均，�为常数。

累计更新本次迭代r�2的移动平均

E(r�2)t = �E(r�2)t�1 + (1� �)r�2t : (68)
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背景知识 机器学习简介

学习率设置：AdaDelta

最后更新参数

�t = �t�1 +r�t : (69)
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背景知识 机器学习简介

线性回归

如果输入 x是列向量，目标 y是连续值（实数或连续整数），预测函数 f (x)

的输出也是连续值。这种机器学习问题是回归问题。

如果我们定义 f (x)是线性函数，

f (x) = wTx+ b; (70)

这就是线性回归问题（Linear Regression）。

为了简单起见，我们将公式70写为

f (x) = ŵTx̂; (71)

其中 ŵ和 x̂分别称为增广权重向量和增广特征向量。
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背景知识 机器学习简介

平方损失函数

线性回归的损失函数通常定义为平方损失函数。

L(y ; f (x ;w)) = ky � f (x ;w)k2: (72)

给定N给样本 (x (i); y (i)); 1 � i � N，模型的经验风险为

R(Y ; f (X ;w)) =
N∑
i=1

L(y (i); f (x(i);w)) (73)

=
N∑
i=1

kwTx(i) � y (i)k2 (74)

= kXTw � yk2; (75)
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背景知识 机器学习简介

平方损失函数

其中，y是一个目标值 y (i); � � � ; y (N)的列向量，X是所有输入组成的矩阵：

X =


1 1 � � � 1

x
(1)
1 x

(2)
1 � � � x

(N)
1

...
...

. . .
...

x
(1)
k x

(2)
k � � � x

(N)
k

 (76)
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背景知识 机器学习简介

最小二乘法估计

要最小化R(Y ; f (X ;w)))，我们要计算R(Y ; f (X ;w)))对w的导数

@R(Y ; f (X ;w)
)

@w
=

@kXTw � yk2
@w

(77)

= X (XTw � y): (78)

让 @R(Y ;f (X ;w)))
@w

= 0，则可以得到

w = (XXT)�1Xy (79)

=
( N∑
i=1

x(i)(x(i))T )�1( N∑
i=1

x(i)y (i)
)
: (80)

这里要求XXT是满秩的，存在逆矩阵，也就是要求 x的每一维之间是非线

性相关的。这样的参数求解方法也叫最小二乘法估计。
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背景知识 机器学习简介

梯度下降法

就需要用梯度下降法来求解。初始化w0 = 0，迭代公式为：

wt+1 = wt + �
@R(Y ; f (X ;w)

)
@w

; (81)

其中�是学习率。
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背景知识 机器学习简介

线性分类

线性分类是机器学习中最常见并且应用最广泛的一种分类器。

首先对于两类分类问题，假设类别 y 2 f0; 1g，线性分类函数为

ŷ =

{
1 if wTx > 0

0 if wTx � 0
= I (wTx > 0); (82)

x1

x2

w
T x

=
0

w
1k

w
k

w

图: 两类分类线性判别函数
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Logistic回归

线性分类函数的参数w有很多种学习方式，比如感知器。这里使用另一种

常用的学习算法：Logistic回归。

我们定义目标类别 y = 1的后验概率为：

P(y = 1jx) = �(wTx) =
1

1+ exp(�wTx)
; (83)

其中，�(�)为 logistic函数，x和w为增广的输入向量和权重向量。

y = 0的后验概率为P(y = 0jx) = 1� P(y = 1jx)。
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Logistic回归

给定N给样本 (x (i); y (i)); 1 � i � N，我们使用交叉熵损失函数，模型在训
练集的风险函数为：

J (w) = �

N∑
i=1

(
y (i) log

(
�(wTx(i))

)
+ (1� y (i)) log

(
1� �(wTx(i))

))
(84)

= �

N∑
i=1

(
y (i) log

(
1

1+ exp(�wTx(i))

)
+ (1� y (i)) log

(
1�

1

1+ exp(�wTx(i))

))
(85)

= �

N∑
i=1

(
y (i) log

(
exp(wTx(i))

1+ exp(wTx(i))

)
+ (1� y (i)) log

(
1

1+ exp(wTx(i))

))
(86)

= �

N∑
i=1

(
wTx(i)y (i) � log

(
1+ exp(wTx(i))

))
(87)
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背景知识 机器学习简介

梯度下降法

采样梯度下降法，J (w)关于w的梯度为：

@J (w)
@w

= �
N∑
i=1

(
x(i)y (i) � x(i) � exp(wTx(i)) � 1

1+ exp(wTx(i))

)
(88)

= �
N∑
i=1

(
x(i)y (i) � x(i) � 1

1+ exp(�wTx(i))

)
(89)

= �
N∑
i=1

(
x(i) �

(
y (i) � �(wTx(i))

))
(90)

=
N∑
i=1

(
x(i) �

(
�(wTx(i))� y (i)

))
(91)

我们可以初始化w0 = 0，然后用梯度下降法进行更新

wt+1 = wt + �
@R(w)
@w

; (92)

邱锡鹏 (复旦大学) 《神经网络与深度学习》 2015年 12月26-27日，北京 59 / 143



.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

背景知识 机器学习简介

多类线性分类

对于多类分类问题（假设类别数为C(C > 2)），一般有两种多类转两类的

转换方式：

1 把多类分类问题转换为C个两类分类问题，构建C个一对多的分类

器。每个两类分类问题都是把某一类和其他类用一个超平面分开。

2 把多类分类问题转换为C(C � 1)=2 个两类分类问题，构建

C(C � 1)=2个两两分类器。每个两类分类问题都是把C类中某两类用

一个超平面分开。

缺陷：空间中的存在一些区域，这些区域中点的类别是不能区分确定的。
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背景知识 机器学习简介

多类线性分类

为了避免上述缺陷，可以使用一个更加有效的决策规则，直接建立多类线

性分类器。假设 y = f1; � � � ;Cg共C个类别，首先定义C个判别函数：

fc(x) = wT
c x; c = 1; � � � ;C ; (93)

这里wc为类 c的权重向量。

这样，对于空间中的一个点 x，如果存在类别 c，对于所有的其他类别

~c(wT
c x 6= c) 都满足 fc(x) > f~c(x)，那么x属于类别 c。相应的分类函数可以

表示为：

ŷ =
C

argmax
c=1

wT
c x (94)
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背景知识 机器学习简介

SoftMax回归

SoftMax回归是Logistic回归的多类推广。

在SoftMax回归中，机器学习模型预测目标为每一个类别的后验概率。

利用 softmax函数，我们定义目标类别 y = c的后验概率为：

P(y = c jx) = softmax(wT
c x) =

wT
c x

exp(
∑C

i=1w
T
i x)

: (95)

对于样本 (x; y)，输出目标 y = f1; � � � ;Cg，我们用C维的one-hot向量 y

来表示输出目标。对于类别 c，

y = [I (1 = c); I (2 = c); � � � ; I (C = c)]T; (96)

这里，I ()是指示函数。
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背景知识 机器学习简介

SoftMax回归

我们将公式95重新定义一下，直接输出 k维向量。

ŷ = softmax(W Tx)

=
exp(WTx)

1T exp ((WTx))

=
exp(z)

1T exp (z)
; (97)

其中，W = [w1; � � � ;wC ]是C个类对应权重向量组成的矩阵。ŷ的第 c维

的值是第 c类的预测后验概率。其中，ẑ = WTx，为 softmax函数的输入

向量。
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背景知识 机器学习简介

SoftMax回归

给定N给样本 (x(i); y(i)); 1 � i � N，我们使用交叉熵损失函数，模型在训

练集的风险函数为：

J (W ) = �
N∑
i=1

C∑
c=1

y(i)c log ŷ(i)c

= �
N∑
i=1

(y(i))T log ŷ(i)

= �
N∑
i=1

(y(i))T log
(
softmax(z(i))

)

= �
N∑
i=1

(y(i))T log
(
softmax(WTx(i))

)
: (98)
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背景知识 机器学习简介

梯度下降法

采样梯度下降法，我们要计算J (W )关于W 的梯度。首先，我们列下要用

到的公式。

（1）softmax函数的导数为

@y

@x
=

@ softmax(x)

@x
(99)

= diag (softmax(x))� softmax(x) softmax(x)> (100)

= diag (y)� yy>: (101)

（2）z = WTx，则

@z

@wc

= M(x; c); (102)

M(x; c)为第 c列为 x，其余为0的矩阵。

（3）x> diag(x)�1 = 1>K

（4）因为 y为onehot向量，所以1>Ky = 1
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背景知识 机器学习简介

梯度下降法

采样梯度下降法，J (W )关于wc的梯度为：

@J (W )

@wc

= �

N∑
i=1

(
(y(i))T log

(
softmax(ŷ(i))

))
@wc

= �

N∑
i=1

@z(i)

@wc

@ softmax(z(i))

@z(i)

@ log ŷ(i)

@ŷ(i)
y(i)

= �

N∑
i=1

M(x(i); c)
(
diag
(
ŷ(i)
)
� ŷ(i)(ŷ(i))>

)(
diag(ŷ(i))

)�1
y(i)

= �

N∑
i=1

M(x(i); c)
(
I � ŷ(i)1>K

)
y(i)

= �

N∑
i=1

M(x(i); c)
(
(y(i))� ŷ(i)1>Ky

(i)
)

= �

N∑
i=1

M(x(i); c)
(
y(i) � ŷ(i)

)
= �

N∑
i=1

x(i)
(
y(i) � ŷ(i)

)
c

(103)
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背景知识 机器学习简介

梯度下降法

如果采用 y 2 f1; � � � ;Cg的离散表示形式，梯度公式也可以写为：

@J (W )

@wc

= � 1

N

C∑
i=1

x(i)
(
I (y (i) = c)� p(y (i) = c jx(i);W )

)
; (104)

其中，I ()为指示函数。
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背景知识 机器学习简介

评价方法

为了衡量一个分类算法好坏，需要给定一个测试集，用分类器对测试集中

的每一个样本进行分类，并根据分类结果计算评价分数。常见的评价标准

有正确率、准确率、召回率和F 值等。

给定测试集T = (x1; y1); � � � ; (xN ; yN)，对于所有的 yi 2 f!1; � � � ; !Cg。假
设分类结果为Y = ŷ1; � � � ; ŷN。
则正确率（Accuracy，Correct Rate）为：

Acc =

N∑
i=1

jyi = ŷi j
N

(105)

其中，j � j为指示函数
和正确率相对应的就是错误率（Error Rate）。

Err =

N∑
i=1

jyi 6= ŷi j
N

(106)

正确率是平均的整体性能。

邱锡鹏 (复旦大学) 《神经网络与深度学习》 2015年 12月26-27日，北京 68 / 143



.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

背景知识 机器学习简介

评价方法

在很多情况下，我们需要对每个类都进行性能估计，这就需要计算准确率

和召回率。正确率和召回率是广泛用于信息检索和统计学分类领域的两个

度量值，在机器学习的评价中也被大量使用。

准确率（Precision，P），也叫查准率，精确率或精度，是识别出的个体总

数中正确识别的个体总数的比例。对于类 c来说，

Pc =

N∑
i=1
ŷi=c

jyi = ŷi j

N∑
i=1
ŷi=c

1

(107)

召回率（Recall，R），也叫查全率，是测试集中存在的个体总数中正确识别

的个体总数的比例。

Rc =

N∑
i=1
yi=c

jyi = ŷi j

N∑
i=1
yi=c

1

(108)

F1值是根据正确率和召回率二者给出的一个综合的评价指标，具体定义如

下：

F1c =
Pc � Rc � 2
(Pc + Rc)

(109)

为了计算分类算法在整个数据集上的总体准确率、召回率和F1值，经常使

用两种平均方法，分别称为宏平均（macro average）和微平均（micro

average）。

宏平均是每一个类的性能指标的算术平均值，

Rmacro =
C∑
i=1

Rc=C ; (110)

Pmacro =
C∑
i=1

Pc=C ; (111)

F1macro =
Pmacro � Rmacro � 2
(Pmacro + Rmacro)

: (112)
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背景知识 感知器

感知器

在介绍人工神经网络之前，我们先来介绍下最简单的神经网络：感知器。

感知器，也是最简单的神经网络（只有一层）。感知器是由美国计算机科学

家Roseblatt于1957年提出的。

感知器可谓是最简单的人工神经网络，只有一个神经元。

感知器也可以看出是线性分类器的一个经典学习算法。
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背景知识 感知器

生物神经细胞

大脑和神经元的结构
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背景知识 感知器

生物神经细胞

感知器是对生物神经细胞的简单数学模拟。神经细胞也叫神经元

（neuron），结构大致可分为细胞体和细胞突起。

细胞体（Soma）中的神经细胞膜上有各种受体和离子通道，胞膜的受

体可与相应的化学物质神经递质结合，引起离子通透性及膜内外电位

差发生改变，产生相应的生理活动：兴奋或抑制。

细胞突起是由细胞体延伸出来的细长部分，又可分为树突和轴突。

树突（Dendrite）可以接受刺激并将兴奋传入细胞体。每个神经元可以有一

或多个树突。

轴突 (Axons)可以把兴奋从胞体传送到另一个神经元或其他组织。每个神经

元只有一个轴突。
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背景知识 感知器

生物神经细胞

两个神经元之间或神经元与效应器细胞之间信息传递靠突触（Synapse）完

成。突触是一个神经元的冲动传到另一个神经元或传到另一细胞间的相互

接触的结构。

单个神经细胞可被视为一种只有两种状态的机器——兴奋和抑制。神经细

胞的状态取决于从其它的神经细胞收到的输入信号量，及突触的强度（抑

制或加强）。当信号量总和超过了某个阈值时，细胞体就会兴奋，产生电脉

冲。电脉冲沿着轴突并通过突触传递到其它神经元。
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背景知识 感知器

感知器模型

感知器是模拟生物神经元行为的机器，有与生物神经元相对应的部件，如

权重（突触）、偏置（阈值）及激活函数（细胞体），输出为0或 1。

激活函数

0/1
∑

x2
w2

...

xn

wn

x1
w1

1

b

输入

权重
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背景知识 感知器

感知器

给定一个 n维的输入 x = (x1; x2; � � � ; xn)，

ŷ =

{
+1 当wTx+ b > 0

�1 当wTx+ b � 0
; (113)

其中，w是 n维的权重向量，b是偏置。w和 b是未知的，需要从给定的训

练数据集中学习得到。

不失一般性，我们使用增广的输入和权重向量，公式113可以简写为：

ŷ =

{
+1 当wTx > 0

�1 当wTx � 0
; (114)
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背景知识 感知器

两类感知器算法Rosenblatt [1958]

输入: 训练集: (xi ; yi); i = 1; � � � ;N，迭代次数：T

输出: w

初始化：w0 = 0 ;

k = 0 ;

for t = 1 � � �T do

for i = 1 � � �N do

选取一个样本 (xi ; yi)，if wT (yixi) < 0 then

wk+1 = wk + yixi，;

k = k + 1;

end

end

end

return wk ;
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背景知识 感知器

收敛性

Noviko� [1963]证明对于两类问题，如果训练集是线性可分的，那么感知

器算法可以在有限次迭代后收敛。然而，如果训练集不是线性分隔的，那

么这个算法则不能确保会收敛。

感知器收敛性

对于任何线性可分的训练集D = f(xi ; yi)gni=1，假设R是所有样本中输入向

量的模的最大值。

R = max
i
kxik

那么在感知器学习算法中，总共的预测错误次数K < R2


2。
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人工神经网络与深度学习

大纲

1 深度学习简介

2 背景知识

数学基础

机器学习简介

感知器

3 人工神经网络与深度学习

前馈神经网络

卷积神经网络

循环神经网络

4 最新进展
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人工神经网络与深度学习

人工神经网络

人工神经网络模型主要考虑网络连接的拓扑结构、神经元的特征、学习规

则等。目前，已有近 40种神经网络模型。

前馈神经网络：也经常称为多层感知器（Multilayer Perceptron，

MLP）。

反馈神经网络：网络内神经元间有反馈，可以用一个无向的完备图表

示。这种神经网络的信息处理是状态的变换，可以用动力学系统理论

处理。
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人工神经网络与深度学习

神经元

人工神经元使用一个非线性的激活函数，输出一个活性值。假定神经元接

受 n个输入 x = (x1; x2; � � � ; xn)，用状态 z表示一个神经元所获得的输入信

号 x的加权和，输出为该神经元的活性值 a。具体定于如下：

z = w>x+ b (115)

a = f (z) (116)

其中，w是 n维的权重向量，b是偏置。典型的激活函数 f 有 sigmoid型函

数、非线性斜面函数等。
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人工神经网络与深度学习

神经元示例

�

激活函数

0/1
∑

x2
w2

...

xn

wn

x1
w1

1

b

输入

权重

图: 人工神经元模型
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人工神经网络与深度学习

激活函数

传统神经网络中最常用的激活函数分别是 sigmoid型函数。sigmoid型函数

是指一类S型曲线函数，常用的 sigmoid型函数有 logistic函数�(x)和 tanh

函数。

�(x) =
1

1+ e�x
(117)

tanh(x) =
ex � e�x

ex + e�x
(118)

tanh函数可以看作是放大并平移的 logistic函数：tanh(x) = 2�(2x)� 1。
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人工神经网络与深度学习

激活函数

recti�er函数 [Glorot et al., 2011]，定义为

recti�er(x) = max(0; x) (119)

recti�er函数被认为有生物上的解释性。神经科学家发现神经元具有单侧抑

制、宽兴奋边界、稀疏激活性等特性。

采用 recti�er函数的单元也叫作ؤ正线性单元（recti�ed linear unit，ReLU）

[Nair and Hinton, 2010]。

softplus函数 [Dugas et al., 2001]，定义为

softplus(x) = log(1+ ex) (120)

softplus函数可以看作是 recti�er函数的平滑版本，其导数刚好是 logistic函

数。softplus虽然也有具有单侧抑制、宽兴奋边界的特性，却没有稀疏激活

性。
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人工神经网络与深度学习

激活函数
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(a) logistic函数
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(b) tanh函数
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(c) recti�er函数
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(d) softplus函数
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人工神经网络与深度学习 前馈神经网络

前馈神经网络

在前馈神经网络中，各神经元分别属于不同的层。整个网络中无反馈，信

号从输入层向输出层单向传播，可用一个有向无环图表示。

x1

x2

x3

x4

y

隐藏层 隐藏层输入层 输出层

图: 多层神经网络邱锡鹏 (复旦大学) 《神经网络与深度学习》 2015年 12月26-27日，北京 85 / 143
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人工神经网络与深度学习 前馈神经网络

前馈计算

给定一个前馈神经网络，我们用下面的记号来描述这样网络。

L：表示神经网络的层数；

nl：表示第 l层神经元的个数；

fl(�)：表示 l层神经元的激活函数；

W (l) 2 Rnl�nl�1：表示 l � 1层到第 l层的权重矩阵；

b(l) 2 Rnl：表示 l � 1层到第 l层的偏置；

z(l) 2 Rnl：表示 l层神经元的状态；

a(l) 2 Rnl：表示 l层神经元的活性值。

前馈神经网络通过下面公式进行信息传播。

z(l) = W (l) � a(l�1) + b(l) (121)

a(l) = fl(z
(l)) (122)
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人工神经网络与深度学习 前馈神经网络

前馈计算

公式121和122也可以合并写为：

z(l) = W (l) � fl(z(l�1)) + b(l) (123)

这样，前馈神经网络可以通过逐层的信息传递，得到网络最后的输出 aL。

x = a(0) ! z(1) ! a(1) ! z(2) ! � � � ! a(L�1) ! z(L) ! a(L) = y (124)
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人工神经网络与深度学习 前馈神经网络

将前馈网络应用于机器学习

给定一组样本 (x(i); y (i)); 1 � i � N，用前馈神经网络的输出为 f (xjw;b)，
目标函数为：

J(W ;b) =
N∑
i=1

L(y (i); f (x(i)jW ;b)) +
1

2
�kW k2F ; (125)

=
N∑
i=1

J(W ;b; x(i); y (i)) +
1

2
�kW k2F ; (126)

这里，W 和b包含了每一层的权重矩阵和偏置向量，

kW k2F =
∑L

l=1

∑nl+1

j=1

∑nl

j=W
(l)
ij 。
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人工神经网络与深度学习 前馈神经网络

参数估计

我们的目标是最小化 J(W ;b; x; y)。如果采用梯度下降方法，我们可以用

如下方法更新参数：

W (l) = W (l) � �
@J(W ;b)

@W (l)
; (127)

= W (l) � �
N∑
i=1

(
@J(W ;b; x(i); y (i))

@W (l)
)� �W ; (128)

b(l) = b(l) � �
@J(W ;b; x(i); y (i))

@b(l)
; (129)

= b(l) � �
N∑
i=1

(
@J(W ;b; x(i); y (i))

@b(l)
); (130)

(131)

这里�是参数的更新率。
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人工神经网络与深度学习 前馈神经网络

反向传播算法

我们首先来看下 @J(W ;b;x;y)
@W (l) 怎么计算。

根据公式24定义的链式法则， @J(W ;b;x;y)

@W
(l)

ij

可以写为

@J(W ;b; x; y)

@W
(l)
ij

=

(
@J(W ;b; x; y)

@z(l)

)>
@z(l)

@W
(l)
ij

: (132)

对于第 l层，我们定义一个误差项 �(l) = @J(W ;b;x;y)
@z(l)

2 Rn(l) 为目标函数关于

第 l层的神经元 z(l)的偏导数，来表示第 l层的神经元对最终误差的影响。

�(l)也反映了最终的输出对第 l层的神经元对最终误差的敏感程度。
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人工神经网络与深度学习 前馈神经网络

反向传播算法

因为 z(l) = W (l) � a(l�1) + b(l)，所以

@z(l)

@W
(l)
ij

=
@(W (l) � a(l�1) + b(l))

@W
(l)
ij

=



0
...

a
(l�1)
j

...

0


: (133) 第 i行

因此，

@J(W ;b; x; y)

@W
(l)
ij

= �
(l)
i a

(l�1)
j (134)

(135)
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人工神经网络与深度学习 前馈神经网络

反向传播算法

公式132可以写为

@J(W ;b; x; y)

@W (l)
= �(l)(a(l�1))>: (136)

同理可得，

@J(W ;b; x; y)

@b(l)
= �(l): (137)
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人工神经网络与深度学习 前馈神经网络

误差项

现在我们再来看下第 l层的误差项 �(l)怎么计算。

�(l) ,
@J(W ;b; x; y)

@z(l)
(138)

=
@a(l)

@z(l)
� @z

(l+1)

@a(l)
� @J(W ;b; x; y)

@z(l+1)
(139)

= diag(f 0l (z
(l))) � (W (l+1))> � �(l+1) (140)

= f 0l (z
(l))� ((W (l+1))>�(l+1)); (141)

其中�是向量的点积运算符，表示每个元素相乘。
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人工神经网络与深度学习 前馈神经网络

反向传播

从公式141可以看出，第 l层的误差项可以通过第 l + 1层的误差项计算得

到。这就是误差的反向传播（Backpropagation，BP）。反向传播算法的含

义是：第 l层的一个神经元的误差项（或敏感性）是所有与该神经元相连的

第 l + 1层的神经元的误差项的权重和。然后，在乘上该神经元激活函数的

梯度。

在计算出每一层的误差项之后，我们就可以得到每一层参数的梯度。因此，

前馈神经网络的训练过程可以分为以下三步：（1）先前馈计算每一层的状

态和激活值，直到最后一层；（2）反向传播计算每一层的误差；（3）计算

每一层参数的偏导数，并更新参数。具体的训练过程如算法1所示，也叫反

向传播算法。
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人工神经网络与深度学习 前馈神经网络

反向传播算法

输入: 训练集: (x(i); y (i)); i = 1; � � � ;N，最大迭代次数：T

输出: W ;b

初始化 W ;b ;

for t = 1 � � �T do

for i = 1 � � �N do

(1) 前馈计算每一层的状态和激活值，直到最后一层;

(2) 用公式141反向传播计算每一层的误差 �(l);

(3) 用公式136和137每一层参数的导数;
@J(W ;b;x(i);y (i))

@W (l) = �(l)(a(l�1))>;
@J(W ;b;x(i);y (i))

@b(l)
= �(l);

(4) 更新参数;

W (l) = W (l) � �
∑N

i=1(
@J(W ;b;x(i);y (i))

@W (l) )� �W ;

b(l) = b(l) � �
∑N

i=1(
@J(W ;b;x(i);y (i))

@b(l)
);

end

end

Algorithm 1: 反向传播算法
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人工神经网络与深度学习 前馈神经网络

梯度消失问题

在神经网络中误差反向传播的迭代公式为

�(l) = f 0l (z
(l))� ((W (l+1))>�(l+1); (142)

其中需要用到激活函数 fl的导数。误差从输出层反向传播时，在每一层都

要乘以该层的激活函数的导数。

当我们使用 sigmoid型函数：logistic函数�(x)或 tanh函数时，其导数为

�0(x) = �(x)(1� �(x)) 2 [0; 0:25] (143)

tanh0(x) = 1� (tanh(x))2 2 [0; 1]: (144)
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人工神经网络与深度学习 前馈神经网络

梯度消失问题

�4 �2 0 2 4 6

5 � 10�2

0:1
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0:25

(a) logistic函数的导数

�4 �2 0 2 4 6
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0:2

0:4

0:6

0:8

1

(b) tanh函数的导数

图: 激活函数的导数
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人工神经网络与深度学习 卷积神经网络

卷积神经网络

卷积神经网络（Convolutional Neural Networks，CNN）是一种前馈神经网

络。卷积神经网络是受生物学上感受野（Receptive Field）的机制而提出的。

感受野主要是指听觉系统、本体感觉系统和视觉系统中神经元的一些性质。

比如在视觉神经系统中，一个神经元的感受野是指视网膜上的特定区域，

只有这个区域内的刺激才能够激活该神经元 [Hubel and Wiesel, 1968]。

卷积神经网络有三个结构上的特性：局部连接，权重共享以及空间或时间

上的次采样。这些特性使得卷积神经网络具有一定程度上的平移、缩放和

扭曲不变性 [LeCun et al., 1998]。
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人工神经网络与深度学习 卷积神经网络

卷积

卷积，也叫摺积，是分析数学中一种重要的运算。我们这里只考虑离散序

列的情况。一维卷积经常用在信号处理中。给定一个输入信号序列 xt ,

t = 1; � � � ; n，和滤波器 ft , t = 1; � � � ;m，一般情况下滤波器的长度m远小

于信号序列长度 n。

卷积的输出为：

yt =
n∑

k=1

fk � xt�k+1: (145)

当滤波器 ft = 1=m时，卷积相当于信号序列的移动平均。

卷积的结果按输出长度不同可以分为两类：一类是宽卷积，输出长度

n+m� 1，对于不在 [1; n]范围之外的 xt用零补齐（zero-padding）。一类是

ズ卷积，输出长度 n �m + 1，不补零。

在这里除了特别声明，我们一般说的卷积默认为ズ卷积。
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人工神经网络与深度学习 卷积神经网络

两维卷积

两维卷积经常用在图像处理中。给定一个图像 xij , 1 � i � M, 1 � j � N，

和滤波器 fij , 1 � i � m, 1 � j � n，一般m << M; n << N。

卷积的输出为：

yij =
m∑
u=1

n∑
v=1

fuv � xi�u+1;j�v+1: (146)

在图像处理中，常用的均值滤波（mean �lter）就是当前位置的像素值设为

滤波器窗口中所有像素的平均值，也就是 fuv = 1

mn
。
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人工神经网络与深度学习 卷积神经网络

卷积层：用卷积来代替全连接

在全连接前馈神经网络中，如果第 l层有 nl个神经元，第 l � 1层有 n(l�1)

个神经元，连接边有 n(l) � n(l�1)个，也就是权重矩阵有 n(l) � n(l�1) 个参

数。当m和 n都很大时，权重矩阵的参数非常多，训练的效率会非常低。

如果采用卷积来代替全连接，第 l层的每一个神经元都只和第 l � 1层的一

个局部窗口内的神经元相连，构成一个局部连接网络。第 l层的第 i个神经

元的输入定义为：

a
(l)
i = f (

m∑
j=1

w
(l)
j � a(l�1)i�j+m + b(l)); (147)

= f (w(l) � a(l�1)(i+m�1):i + bi); (148)

其中，w(l) 2 Rm为m维的滤波器，a
(l)
(i+m�1):i = [a(l)(i+m�1); � � � ; a(l)i ]T。这里，

a(l)的下标从 1开始，我们这里的卷积公式和原始的公式中a的下标有所不

同。
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人工神经网络与深度学习 卷积神经网络

卷积层：用卷积来代替全连接

上述公式也可以写为：

a(l) = f (w(l) 
 a(l�1) + b(l)); (149)


表示卷积运算。
从公式149可以看出，w(l)对于所有的神经元都是相同的。这也是卷积层的

另外一个特性是权值共享。这样，在卷积层里，我们只需要m + 1个参数。

另外，第 l + 1层的神经元个数不是任意选择的，而是满足

n(l+1) = n(l) �m + 1。
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人工神经网络与深度学习 卷积神经网络

全连接层和卷积层

(a) 全连接层

(b) 卷积层

图: 全连接层和卷积层
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人工神经网络与深度学习 卷积神经网络

二维卷积层

在图像处理中，图像是以二维矩阵的形式输入到神经网络中，因此我们需

要二维卷积。假设 x (l) 2 R(wl�hl )和 x (l�1) 2 R(wl�1�hl�1)分别是第 l层和第

l � 1层的神经元活性。X (l)的每一个元素为：

X
(l)
s;t = f

 u∑
i=1

v∑
j=1

W
(l)
i ;j � X (l�1)

s�i+u;t�j+v + b(l)

 ; (150)

其中，W (l)
R
u�v为两维的滤波器，B为偏置矩阵。第 l � 1层的神经元个数

为 (wl � hl)，并且wl = wl�1 � u + 1，hl = hl�1 � v + 1。

也可以写为：

X (l) = f
(
W (l) 
 X (l�1) + b(l)

)
; (151)
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人工神经网络与深度学习 卷积神经网络

特征映射

为了增强卷积层的表示能力，我们可以使用K个不同的滤波器来得到K组

输出。每一组输出都共享一个滤波器。如果我们把滤波器看成一个特征提

取器，每一组输出都可以看成是输入图像经过一个特征抽取后得到的特征。

因此，在卷积神经网络中每一组输出也叫作一组特征映射（Feature Map）。
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人工神经网络与深度学习 卷积神经网络

特征映射

不失一般性，我们假设第 l � 1层的特征映射组数为 nl�1，每组特征映射的

大小为ml�1 = wl�1 � hl�1。第 l � 1层的总神经元数：nl�1 �ml�1。第 l层

的特征映射组数为 nl。如果假设第 l层的每一组特征映射X (l ;k)的输入为第

l � 1层的所有组特征映射。

第 l层的第 k组特征映射X (l ;k)为：

X (l ;k) = f

(
nl�1∑
p=1

(
W (l ;k;p) 
 X (l�1;p)

)
+ b(l ;k)

)
; (152)

其中，W (l ;k;p)表示第 l � 1层的第 p组特征向量到第 l层的第 k组特征映射

所需的滤波器。
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人工神经网络与深度学习 卷积神经网络

两维卷积层的映射关系

X (l ;1)

滤波器

W (l ;k;1)

...

...
输入

特征映射

X (l ;nl�1)

滤波器

W (l ;k;nl�1)

∑
+ f X (l ;k)

输出

特征映射

偏置

b

...

...
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人工神经网络与深度学习 卷积神经网络

连接表

第 l层的每一组特征映射都依赖于第 l层的所有特征映射，相当于不同层的

特征映射之间是全连接的关系。实际上，这种全连接关系不是必须的。我

们可以让第 l层的每一组特征映射都依赖于前一层的少数几组特征映射。

这样，我们定义一个连接表T来描述不同层的特征映射之间的连接关系。

如果第 l层的第 k组特征映射依赖于前一层的第 p组特征映射，则Tp;k = 1，

否则为 0。

X (l ;k) = f

 ∑
p;

Tp;k=1

(
W (l ;k;p) 
 X (l ;p)

)
+ b(l ;k)

 (153)

这样，假如连接表T的非零个数为K，每个滤波器的大小为u � v，那么共

需要K � (u � v) + nl参数。
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人工神经网络与深度学习 卷积神经网络

两维卷积层示例

卷积层的作用是提取一个局部区域的特征，每一个滤波器相当于一个特征

提取器。
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人工神经网络与深度学习 卷积神经网络

子采样层

卷积层虽然可以显著减少连接的个数，但是每一个特征映射的神经元个数

并没有显著减少。这样，如果后面接一个分类器，分类器的输入维数依然很

高，很容易出现过拟合。为了解决这个问题，在卷积神经网络一般会在卷

积层之后再加上一个池化（Pooling）操作，也就是子采样（Subsampling），

构成一个子采样层。子采样层可以来大大降低特征的维数，避免过拟合。
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人工神经网络与深度学习 卷积神经网络

子采样层

对于卷积层得到的一个特征映射X (l)，我们可以将X (l)划分为很多区域

Rk ; k = 1; � � � ;K，这些区域可以重叠，也可以不重叠。一个子采样函数
down(� � � )定义为：

X
(l+1)
k = f (Z

(l+1)
k ); (154)

= f
(
w (l+1) � down(Rk) + b(l+1)

)
; (155)

其中，w (l+1)和 b(l+1)分别是可训练的权重和偏置参数。
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人工神经网络与深度学习 卷积神经网络

子采样层

X (l+1) = f (Z (l+1)); (156)

= f
(
w (l+1) � down(X l) + b(l+1)

)
; (157)

down(X l)是指子采样后的特征映射。

子采样函数down(�)一般是取区域内所有神经元的最大值（Maximum

Pooling）或平均值（Average Pooling）。

poolmax(Rk) = max
i2Rk

ai (158)

poolavg(Rk) =
1

jRk j
∑
i2Rk

ai : (159)

子采样的作用还在于可以使得下一层的神经元对一些小的形态改变保持不

变性，并拥有更大的感受野。
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人工神经网络与深度学习 卷积神经网络

卷积神经网络示例：LeNet-5

LeNet-5[LeCun et al., 1998]。LeNet-5虽然提出时间比较早，但是是一个非

常成功的神经网络模型。基于LeNet-5的手写数字识别系统在90年代被美

国很多银行使用，用来识别支票上面的手写数字。LeNet-5的网络结构如

图6所示。

图: LeNet-5网络结构。图片来源：[LeCun et al., 1998]
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人工神经网络与深度学习 卷积神经网络

LeNet示例

不计输入层，LeNet-5共有 7层，每一层的结构为：

1 输入层：输入图像大小为 32� 32 = 1024。

2 C1层：这一层是卷积层。滤波器的大小是 5� 5 = 25，共有6个滤波

器。得到6组大小为28� 28 = 784的特征映射。因此，C1层的神经元

个数为 6� 784 = 4; 704。可训练参数个数为 6� 25+ 6 = 156。连接

数为 156� 784 = 122; 304（包括偏置在内，下同）。

3 S2层：这一层为子采样层。由C1层每组特征映射中的2� 2 邻域点次

采样为 1个点，也就是 4个数的平均。这一层的神经元个数为

14� 14 = 196。可训练参数个数为 6� (1+ 1) = 12。连接数为

6� 196� (4+ 1) = 122; 304 （包括偏置的连接）
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人工神经网络与深度学习 卷积神经网络

LeNet示例

1 C3层：这一层是卷积层。由于S2层也有多组特征映射，需要一个连

接表来定义不同层特征映射之间的依赖关系。LeNet-5的连接表如

图7所示。这样的连接机制的基本假设是：C3层的最开始的6个特征

映射依赖于S2层的特征映射的每3个连续子集。接下来的6个特征映

射依赖于S2层的特征映射的每4个连续子集。再接下来的3 个特征映

射依赖于S2层的特征映射的每4个不连续子集。最后一个特征映射依

赖于S2层的所有特征映射。这样共有60个滤波器，大小是

5� 5 = 25。得到16组大小为10� 10 = 100的特征映射。C3层的神

经元个数为 16� 100 = 1; 600。可训练参数个数为

(60� 25+ 16 = 1; 516。连接数为 1; 516� 100 = 151; 600。

2 S4层：这一层是一个子采样层，由2� 2邻域点次采样为1个点，得到

16组 5� 5大小的特征映射。可训练参数个数为16� 2 = 32。连接数

为 16� (4+ 1) = 2000。
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人工神经网络与深度学习 卷积神经网络

LeNet示例

1 C5层：是一个卷积层，得到 120组大小为1� 1的特征映射。每个特

征映射与S4层的全部特征映射相连。有120� 16 = 1; 920 个滤波器，

大小是 5� 5 = 25。C5层的神经元个数为120，可训练参数个数为

1; 920� 25+ 120 = 48; 120。连接数为120� (16� 25+ 1) = 48; 120。

2 F6层：是一个全连接层，有84个神经元，可训练参数个数为

84� (120+ 1) = 10; 164。连接数和可训练参数个数相同，为10; 164。

3 输出层：输出层由 10个欧氏径向基函数（Radial Basis Function，

RBF）函数组成。这里不再详述。
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人工神经网络与深度学习 卷积神经网络

连接表

图: LeNet-5中C3层的连接表。图片来源：[LeCun et al., 1998]
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人工神经网络与深度学习 卷积神经网络

梯度计算

在全连接前馈神经网络中，目标函数关于第 l层的神经元 z(l)的梯度为

�(l) ,
@J(W ;b; x; y)

@z(l)
(160)

= f 0l (z
(l))� ((W (l+1))T�(l+1) (161)

在卷积神经网络中，每一个卷积层后都接着一个子采样层，然后不断重复。

因为我们需要分别来看下卷积层和子采样层的梯度。
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人工神经网络与深度学习 卷积神经网络

卷积层的梯度

我们假定卷积层为 l层，子采样层为 l + 1层。因为子采样层是下采样操作，

l + 1层的一个神经元的误差项 �对应于卷积层（上一层）的相应特征映射

的一个区域。l层的第 k个特征映射中的每个神经元都有一条边和 l + 1层

的第 k个特征映射中的一个神经元相连。根据链式法则，第 l层的一个特征

映射的误差项 �(l ;k)，只需要将 l + 1层对应特征映射的误差项 �(l+1;k)进行上

采样操作（和第 l层的大小一样），再和 l层特征映射的激活值偏导数逐元

素相乘，再乘上权重w (l+1;k))，就得到了 �(l ;k)。
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人工神经网络与深度学习 卷积神经网络

卷积层的梯度

第 l层的第 k个特征映射的误差项 �(l ;k)的具体推导过程如下：

�(l ;k) ,
@J(W ;b;X ; y)

@Z (l ;k)
(162)

=
@X (l ;k)

@Z (l ;k)
� @Z

(l+1;k)

@X (l ;k)
� @J(W ;b;X ; y)

@Z (l+1;k)
(163)

= f 0l (Z
(l))�

(
up
(
w (l+1;k)�(l+1)

))
(164)

= w (l+1;k)
(
f 0l (Z

(l))� up(�(l+1))
)
; (165)

其中，up为上采用函数（Upsampling）。
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人工神经网络与深度学习 卷积神经网络

卷积层的梯度

在得到第 l层的第 k个特征映射的误差项 �(l ;k)，目标函数关于第 l层的第 k

个特征映射神经元滤波器W
(l ;k;p)
i ;j 的梯度

@J(W ;b;X ; y)

@W
(l ;k;p)
i ;j

=

wl∑
s=1

hl∑
t=1

(
X

(l�1;p)
s�i+u;t�j+v � (�(l ;k))s;t

)
(166)

=

wl∑
s=1

hl∑
t=1

(
X

(l�1;p)
(u�i)�s;(v�j)�t �

(
rot180(�(l ;k))

)
s;t

)
: (167)
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人工神经网络与深度学习 卷积神经网络

卷积层的梯度

公式167也刚好是卷积形式，因此目标函数关于第 l层的第 k个特征映射神

经元滤波器W (l ;k;p)的梯度可以写为：

@J(W ;b;X ; y)

@W (l ;k;p)
= rot180

(
X (l�1;p) 
 rot180(�(l ;k))

)
: (168)

目标函数关于第 l层的第 k个特征映射的偏置 b(l)的梯度可以写为：

@J(W ;b;X ; y)

@b(l ;k)
=
∑
i ;j

(�(l ;k))i ;j : (169)
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人工神经网络与深度学习 卷积神经网络

子采样层的梯度

我们假定子采样层为 l层，l + 1层为卷积层。因为子采样层是下采样操作，

l + 1层的一个神经元的误差项 �对应于卷积层（上一层）的相应特征映射

的一个区域。

Z (l+1;k) =
∑
p;

Tp;k=1

(
W (l+1;k;p) 
 X (l ;p)

)
+ b(l+1;k) (170)

第 l层的第 k个特征映射的误差项 �(l ;k)的具体推导过程如下：

�(l ;k) ,
@J(W ;b;X ; y)

@Z (l ;k)
(171)

=
@X (l ;k)

@Z (l ;k)
� @Z

(l+1;k)

@X (l ;k)
� @J(W ;b;X ; y)

@Z (l+1;k)
(172)

= f 0l (Z
(l))�

 ∑
p;

Tp;k=1

(
�(l+1;p) ~
rot180(W (l ;k;p))

) : (173)

其中，~
为宽卷积。
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人工神经网络与深度学习 卷积神经网络

子采样层的梯度

公式167也刚好是卷积形式，因此目标函数关于第 l层的第 k个特征映射神

经元滤波器W (l ;k;p)的梯度可以写为：

@J(W ;b;X ; y)

@w (l ;k)
=
∑
i ;j

(
down(X (l�1;k)) � �(l ;k)

)
i ;j
: (174)

目标函数关于第 l层的第 k个特征映射的偏置 b(l)的梯度可以写为：

@J(W ;b;X ; y)

@b(l ;k)
=
∑
i ;j

(�(l ;k))i ;j : (175)
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人工神经网络与深度学习 循环神经网络

循环神经网络

前馈神经网络的输入和输出的维数都是固定的，不能任意改变。当处理序

列数据时，前馈神经网络就无能力为了。因为序列数据是变长的。

循环神经网络通过使用带自反馈的神经元，能够处理任意长度的序列。循

环神经网络比前馈神经网络更加符合生物神经网络的结构。循环神经网络

已经被广泛应用在语音识别、语言模型以及自然语言生成等任务上。
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人工神经网络与深度学习 循环神经网络

循环神经网络

给定一个输入序列 x(1:n) = (x(1); x(2); : : : ; x(t); : : : ; x(n))，循环神经网络通过

下面公式更新带反馈边的隐藏层的活性值h(t)：

ht =

0 t = 0

f (ht�1; xt) otherwise
(176)
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人工神经网络与深度学习 循环神经网络

循环神经网络的示例

输出层

隐藏层 延䘕器

输入层

xt

ht

ht�1

ht
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人工神经网络与深度学习 循环神经网络

简单循环网络

假设时刻 t时，输入为 xt，隐层状态（隐层神经元活性）为ht。ht不仅和

当前时刻的输入相关，也和上一个时刻的隐层状态相关。

一般我们使用如下函数：

ht = f (Uht�1 +Wxt + b); (177)

这里，f 是非线性函数，通常为 logistic函数或 tanh函数。

图8给出了按时间展开的循环神经网络。

y1 y2 y3 y4 � � � yT

h1 h2 h3 h4 � � � hT

x1 x2 x3 x4 � � � xT

图: 按时间展开的循环神经网络
邱锡鹏 (复旦大学) 《神经网络与深度学习》 2015年 12月26-27日，北京 128 / 143



.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

人工神经网络与深度学习 循环神经网络

梯度

循环神经网络的参数训练可以通过随时间进行反向传播（Backpropagation

Through Time，BPTT）算法 [Werbos, 1990]。

J1 J2 J3 J4 � � � JT

h1 h2 h3 h4 � � � hT

x1 x2 x3 x4 � � � xT

图: 按时间展开的循环神经网络
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人工神经网络与深度学习 循环神经网络

梯度

假设循环神经网络在每个时刻 t都有一个监督信息，损失为 Jt。则整个序

列的损失为 J =
∑T

t=1 Jt。

损失 J关于U的梯度为：

@J

@U
=

T∑
t=1

@Jt
@U

(178)

=
T∑
t=1

@ht
@U

@Jt
@ht

; (179)

其中，ht是关于U和ht�1的函数，而ht�1又是关于U和ht�2的函数。

邱锡鹏 (复旦大学) 《神经网络与深度学习》 2015年 12月26-27日，北京 130 / 143



.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

人工神经网络与深度学习 循环神经网络

梯度

用链式法则得到

@J

@U
=

T∑
t=1

t∑
k=1

@hk
@U

@ht
@hk

@yt
@ht

@Jt
@yt

; (180)

其中，

@ht
@hk

=
t∏

i=k+1

@hi
@hi�1

(181)

=
t∏

i=k+1

UT diag[f 0(hi�1)]: (182)
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人工神经网络与深度学习 循环神经网络

梯度

因此，

@J

@U
=

T∑
t=1

t∑
k=1

@hk
@U

(
t∏

i=k+1

UT diag(f 0(hi�1))

)
@yt
@ht

@Jt
@yt

: (183)
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人工神经网络与深度学习 循环神经网络

长期依赖问题

我们定义
 = kUT diag(f 0(hi�1))k，则在上面公式中的括号里面为
t�k。

如果
 > 1，当 t � k !1时，
t�k !1，会造成系统不稳定，也就是所
谓的梯度爆炸问题；相反，如果
 < 1，当 t � k !1时，
t�k ! 0，会出

现和深度前馈神经网络类似的梯度消失问题。

因此，虽然简单循环网络从理论上可以建立长时间间隔的状态之间的依赖

关系（Long-Term Dependencies），但是由于梯度爆炸或消失问题，实际上

只能学习到短周期的依赖关系。这就是所谓的长期依赖问题。

邱锡鹏 (复旦大学) 《神经网络与深度学习》 2015年 12月26-27日，北京 133 / 143



.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

.

人工神经网络与深度学习 循环神经网络

改进方案

为了避免梯度爆炸或消失问题，关键是使得UT diag(f 0(hi�1)) = 1。一种方

式就是选取合适的参数，同时使用非饱和的激活函数。但这样的方式需要

很多人工经验，同时限制了模型的广泛应用。

还有一种方式就是改变模型，比如让U = 1，同时使用 f 0(hi�1) = 1。

ht = ht�1 +Wg(xt); (184)

g是非线性激活函数。

但这样的形式，丢失了神经元在反馈边上的非线性激活的性质。
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人工神经网络与深度学习 循环神经网络

改进方案

一个更加有效的改进是引入一个新的状态 ct专门来进行线性的反馈传递，

同时在 ct的信息非线性传递给ht。

ct = ct�1 +Wg(xt); (185)

ht = tanh(ct): (186)

但是，这样依然存在一定的问题。因为 ct和 ct�1是线性关系，同时不断累

积 xt的信息，会使得 ct变得越来越大。
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人工神经网络与深度学习 循环神经网络

长短时记忆神经网络：LSTM

长短时记忆神经网络（Long Short-Term Memory Neural Network，LSTM）

[Hochreiter and Schmidhuber, 1997]是循环神经网络的一个变体，可以有效

地解决简单循环神经网络的梯度爆炸或消失问题。

LSTM模型的关键是引入了一组记忆单元（Memory Units），允许网络可以

学习何时遗忘历史信息，何时用新信息更新记忆单元。在时刻 t时，记忆

单元 ct记录了到当前时刻为止的所有历史信息，并受三个“门”控制：输

入门 it , 遗忘门 ft和输出门ot . 三个门的元素的值在 [0; 1]之间。
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人工神经网络与深度学习 循环神经网络

LSTM

在时刻 t时LSTM的更新方式如下：

it = �(Wixt + Uiht�1 + Vict�1); (187)

ft = �(Wf xt + Uf ht�1 + Vf ct�1); (188)

ot = �(Woxt + Uoht�1 + Voct); (189)

~ct = tanh(Wcxt + Ucht�1); (190)

ct = ft � ct�1 + it � ~ct ; (191)

ht = ot � tanh(ct); (192)

这里，xt是当前时刻的输入，�是 logistic函数，Vi，Vf，Vo是对角矩阵。

遗忘门 ft控制每一个内存单元需要遗忘多少信息，输入门 it控制每一个内

存单元加入多少新的信息，输出门ot控制每一个内存单元输出多少信息。
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人工神经网络与深度学习 循环神经网络

LSTM结构示例

ct�1 � + ct

� �

ht�1 ft it ~ct ot ht

xt
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人工神经网络与深度学习 循环神经网络

门限循环单元：GRU

门限循环单元（Gated Recurrent Unit，GRU）[Cho et al., 2014, Chung et al., 2014]

是一种比LSTM更加简化的版本。在LSTM中，输入门和遗忘门是互补关系，因为同

时用两个门比较冗余。GRU将输入门与和遗忘门合并成一个门：更新门（Update

Gate），同时还合并了记忆单元和神经元活性。

GRU模型中有两个门：更新门 z和重置门 r。更新门 z用来控制当前的状态需要遗忘多

少历史信息和接受多少新信息。重置门 r用来控制候选状态中有多少信息是从历史信息

中得到。

GRU模型的更新方式如下：

rt = �(Wrxt +Urht�1) (193)

zt = �(Wzxt +Uzht�1) (194)

~ht = tanh(Wcxt +U(rt � ht�1)); (195)

ht = zt � ht�1 + (1� zt)� ~ht ; (196)

(197)

这里选择 tanh函数也是因为其导数有更大的值域。邱锡鹏 (复旦大学) 《神经网络与深度学习》 2015年 12月26-27日，北京 139 / 143
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最新进展

最新进展

控制+计算+记忆

传统神经网络

记忆!控制+计算

神经图灵机 Neural Turing Machines [Graves et al., 2014]

记忆神经网络 Memory Network [Sukhbaatar et al., 2015]

动态记忆神经网络 Dynamic Memory Network [Kumar et al., 2015]

记忆!控制!计算

神经随机访问机 Neural Random-Access Machines [Kurach et al., 2015]

结构记忆（栈、队列）

Learning to Transduce with Unbounded Memory [Grefenstette et al., 2015]
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最新进展

开发工具

Torch 7 （Facebook）

Theano （Bengio）

Keras （Recommended, Based on Theano/TensorFlow）
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